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Résumé
Cet article présente une solution de décodage par liste op-
timisée pour des vidéos corrompues par des erreurs de
transmission. Elle est basée sur l’évaluation de la qua-
lité des images sans référence utilisant un réseau de neu-
rones convolutif (CNN) qui gère efficacement les distor-
sions non uniformes. À l’issue d’un processus de déco-
dage par liste, nous évaluons la qualité de chaque image
candidate générée (sans référence) afin de sélectionner la
meilleure. Lorsque l’erreur de transmission se produit dans
une image intra, notre architecture a une précision de dé-
cision de plus de 98% contre 46% pour l’architecture CNN
originale pré-entraînée. Pour les erreurs dans une image
inter, c’est 79% contre 33%.

Mots clefs
Transmission vidéo, distorsions non uniformes, évaluation
de la qualité des images, réseau de neurones convolutif.

1 Introduction
Nous assistons à un développement très rapide des appli-
cations impliquant la transmission de contenus vidéos. Ce-
pendant, les erreurs de transmission sur des réseaux sans-
fil compromettent gravement la qualité visuelle des conte-
nus vidéos reçus, ce qui se traduit par une mauvaise qualité
d’expérience pour l’utilisateur final. Différentes approches
existent dans la littérature pour réparer les paquets vidéos
erronés reçus [1, 2, 3, 4, 5, 6]. Parmi celles-ci, nous nous
intéressons aux approches de décodage par liste qui ex-
ploitent les paquets reçus corrompus. À partir de chaque
paquet corrompu, la méthode génère plusieurs paquets can-
didats. Ces candidats représentent diverses tentatives de
correction du paquet erroné. Le défi consiste à estimer sans
référence au récepteur la qualité de chacun de ces candidats
pour ensuite choisir le meilleur. Ce dernier correspondra
idéalement à la version intacte originalement transmise.
Dans cet article, nous proposons donc un cadre d’optimisa-
tion du décodage par liste où une évaluation sans référence
de la qualité visuelle permet d’identifier le meilleur candi-
dat parmi une liste de plusieurs. Notre approche est basée
sur l’usage d’un réseau de neurones convolutif (CNN) mo-

difié afin de permettre la prise en compte de distorsions
non-uniformes dues aux erreurs de transmission. Nos prin-
cipales contributions sont :
1. Une nouvelle méthode d’évaluation de la qualité basée

sur le CNN présenté dans [7], mais améliorée à plu-
sieurs égards, dont une normalisation et une mesure de
qualité locales, opérant par patch, pour supporter des
distorsions non-uniformes dans les images.

2. Une nouvelle base de données constituée de vidéos en-
codées avec la norme High Efficiency Video Coding
(HEVC) [8] et auxquelles nous avons injecté des erreurs
de transmission. Cela mène à des images possédant des
artéfacts non-uniformément distribués spatialement sur
lesquelles notre système peut s’entrainer.

3. Un nouveau cadre d’optimisation du décodage par liste
capable de sélectionner la vidéo ayant la meilleure qua-
lité visuelle parmi plusieurs candidats.

À la section 2, nous présentons la méthode proposée. À
la section 3, nous présentons nos résultats expérimentaux.
Enfin, nous présentons nos conclusions à la section 4.

2 La méthode proposée
2.1 Cadre d’optimisation de décodage
À la Figure 1, nous proposons un cadre pour améliorer le
processus de décodage par liste constitué de : 1) la généra-
tion d’une base de données d’images avec distorsions non
uniformes, 2) l’apprentissage pour l’évaluation de la qua-
lité (entraînement), et 3) la sélection du meilleur candidat.
Le processus de génération de la base de données com-
prend différentes étapes : l’encodage vidéo par la norme
HEVC, la génération d’erreurs de transmission et le déco-
dage vidéo par liste, sans dissimulation d’erreur, pour obte-
nir les N candidats représentant des tentatives, pour la plu-
part infructueuses, de correction de la vidéo. Le processus
d’entraînement à évaluer la qualité comprend la conversion
d’images (du format YUV au format utilisé pendant l’ap-
prentissage), la génération de patchs et l’apprentissage du
réseau de neurones de manière supervisée en utilisant une
métrique de qualité avec référence complète. Le choix du
meilleur candidat est réalisé en identifiant le candidat avec
la qualité la plus élevée.



FIGURE 1 – Cadre proposé pour optimiser le décodage par liste de vidéos corrompues lors de la transmission

2.2 Méthode d’évaluation de la qualité vi-
suelle améliorée basée sur le CNN

Plusieurs métriques basées sur les CNN [7, 9] séparent
une image en plusieurs patchs de taille réduite et extraient
les caractéristiques de chaque patch pour évaluer leur qua-
lité. Les modèles basés sur les patchs attribuent souvent à
tous les patchs de l’image le même niveau de qualité que
l’image complète lors de l’apprentissage [10], ce qui donne
de bons résultats pour les distorsions uniformes, mais n’est
pas une approche souhaitable lorsque l’on considère des
distorsions non uniformes. Nous proposons donc d’utiliser
des scores locaux afin que chaque patch ait un score de qua-
lité qui lui est propre. Cela peut aider le réseau de neurones
à apprendre plus efficacement les distorsions locales.
Nous choisissons l’architecture CNN proposée dans [7]
comme architecture de base et l’améliorons afin de l’adap-
ter à notre objectif. L’architecture originale est un réseau
neuronal à 5 couches, dont 1 couche convolutive, 2 couches
de pooling et 2 couches entièrement connectées. Comme
illustré à la Figure 2, nous utilisons, dans cet article, la
structure du réseau suivante : 64×64×3−58×58×50−2×
50− 800− 800− 1. Au lieu d’effectuer la simulation uni-
quement sur le canal de luminance comme dans [7], nous
étendons nos expériences à trois canaux R, G, B. L’archi-
tecture de base [7] utilise une méthode de normalisation du
contraste local. Supposons que la valeur d’intensité d’un
pixel à l’emplacement (i, j) soit v(i, j), les auteurs cal-
culent alors sa valeur normalisée vn(i, j) comme suit :

vn(i, j) =
v(i, j)− µ(i, j)

σ(i, j) + C
, avec
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1
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où C est une constante positive qui empêche la division
par zéro. La taille de la fenêtre de normalisation est de

(2W + 1) × (2W + 1) pixels avec W = 3. Cependant,
cette méthode pose un problème lorsqu’elle est appliquée
à des patchs uniformes. Le problème est que le décodeur
initialise chaque patch au format YUV à (0,0,0) lorsqu’il
démarre le décodage d’une image. Considérant un seul ca-
nal, par exemple Y, nous ne pouvons pas faire la distinc-
tion entre un patch uniforme bien reçu dont la valeur est
normalisée à 0 et un patch erroné qui est uniforme parce
qu’il a été initialisé à 0 par le décodeur. Cette situation
est problématique quand elle survient dans la base de don-
nées d’entraînement, car le réseau neuronal devient confus
pendant l’apprentissage. En effet, à l’issue de la normali-
sation, un patch uniforme et un patch en erreur deviennent
identiques et entrent dans les couches du CNN avec des
scores de référence différents pour l’apprentissage. Pour
éviter ce problème, nous améliorons la normalisation lo-
cale en séparant ces deux situations. Lorsque nous détec-
tons σ(i, j) = 0 dans les patchs d’entrée, nous calculons
µ(i, j). Si µ(i, j) ̸= 0, nous forçons vn(i, j) à être égal
à ϵ ̸= 0 après normalisation. Nous utilisons l’Eq.(1) sur
chaque canal d’une image en format RGB où nous for-
çons la valeur à (0,0,0) lorsque le décodeur récupère YUV
à (0,0,0) suite à une erreur.

vn(i, j) =

{
0, si σ(i, j) = 0 et µ(i, j) = 0
ϵ, si σ(i, j) = 0 et µ(i, j) ̸= 0

(1)

Notre réseau neuronal est tout d’abord entraîné sur des
patchs non chevauchants de 64 × 64 pixels, correspon-
dant à un coding tree unit (CTU) en HEVC [8], provenant
d’images haute définition. Pour l’entraînement, nous attri-
buons à chaque patch un score de qualité Peak signal-to-
noise ratio (PSNR), calculé entre le patch corrompu et le
patch correspondant dans l’image originale avant encodage
(métrique avec référence). Pour les tests, nous utilisons la
moyenne des scores de patchs prédits pour chaque image
afin d’obtenir le score Ŝ(I) de qualité au niveau image :

Ŝ(I) =
1

L

L−1∑
l=0

Ŝp(Pl)



FIGURE 2 – Architecture CNN proposée pour évaluer la qualité des images avec distorsions non-uniformes

où Ŝp(Pl) indique le score de qualité prédit pour le patch
Pl par le CNN (métrique sans référence), et L est le
nombre total de patchs dans l’image. Le fait d’utiliser des
petits patchs en entrée élargit considérablement l’échan-
tillon d’apprentissage pour le CNN et évite le problème de
manque de données rencontré lors de l’utilisation d’un en-
semble d’images complètes. Nous utilisons la fonction de
perte de [7], la descente de gradient stochastique et la ré-
tropropagation sont utilisées pendant l’entraînement. Nous
utilisons un ensemble de validation pour éviter un ajuste-
ment excessif et conservons les paramètres du modèle qui
génèrent la valeur de Spearman Rank Order Correlation
Coefficient la plus élevée sur l’ensemble de validation.

3 Résultats expérimentaux
3.1 Base de données vidéo utilisée
Toutes les séquences originales utilisées dans nos expé-
riences proviennent de [11, 12]. Les vidéos collectées sont
au format YUV avec une résolution de 1920× 1024. Nous
extrayons les 10 premières images de chaque vidéo pour les
encoder avec la norme HEVC. Parmi les différentes valeurs
du pas de quantification (QP) possibles, nous avons choisi
37 qui correspond à une valeur fréquemment utilisée. Nous
supposons que chaque image encodée est contenue dans un
seul paquet vidéo. La première image de la vidéo encodée
est une image intra (I), et les 9 images suivantes sont des
images inter (P). Pour simuler la combinaison d’une erreur
de transmission suivie d’un décodage par liste où les bits
sont inversés à différents endroits, des positions de bits in-
versés sont choisies en fonction de l’équation p = α×M ,
où α = {0.1, 0.2, ..., 0.9, 0.99} et M est la taille de chaque
paquet. Ainsi, pour chaque séquence, nous avons 11 candi-
dats à chaque fois (dont 1 est le candidat sans erreur). Nous
obtenons 990 images corrompues à partir de 90 images de
référence et finalement 475 200 patchs pour l’apprentis-
sage, avec une taille de patch de 64×64 pixels. Nous avons
séparé notre base de données en ensembles d’entraînement
et de test, avec une répartition de 60% et 40%, respective-
ment. Chaque patch est associé à un score PSNR dans l’in-
tervalle [0, 50] dB, qui est normalisé dans l’intervalle [0, 1]
pendant l’apprentissage. Sur la base de résultats empiriques
de simulation, nous fixons ϵ = −0.013 dans l’Eq.(1).

3.2 Évaluation des performances
Nous entraînons et testons le modèle original CNN et notre
version améliorée sur la nouvelle base de données dé-
diée. Afin de mieux évaluer les performances des modèles,
nous définissons plusieurs métriques. Comme indiqué ci-
dessous, Sintact indique le PSNR moyen, par rapport aux
versions originales, de toutes les images intactes, qui sont
compressées mais reçues sans erreur de transmission. Il est
calculé sur YUV selon [8] et noté PSNRYUV. Ssystème re-
présente le PSNR moyen, par rapport aux versions origi-
nales, de toutes les images sélectionnées par une méthode
donnée. Sdiff est, pour une méthode, la différence absolue
entre la qualité moyenne des images sélectionnées et celle
des images intactes. N correspond au nombre de séquences
originales considérées. K est le nombre de candidats, Ic,i,
parmi lesquels choisir pour chaque image corrompue.

Sintact =
1

N

N−1∑
n=0

PSNRYUV(Ioriginal,n, Iintact,n),

Ssystème =
1

N

N−1∑
n=0

PSNRYUV(Ioriginal,n, Isystème,n),

où Isystème = argmax
{Ic,i, 0≤i<K}

Ŝ(Ic,i), Sdiff =
∣∣Sintact−Ssystème

∣∣
Méthodes Précision Sintact

(dB)
Ssystème

(dB)
Sdiff
(dB)

CNN_Y_G pré-entraîné [7] 45.6% 28.69 10.49
CNN_Y proposé 93.0% 38.39 0.79
CNN_RGB proposé 96.5% 39.18 38.88 0.30
CNN_Y_NL proposé 98.2% 38.60 0.58
CNN_RGB_NL proposé 96.5% 38.88 0.30

TABLEAU 1 – Performances sur les images codées en intra

Méthodes Précision Sintact
(dB)

Ssystème
(dB)

Sdiff
(dB)

CNN_Y_G pré-entraîné [7] 33.3% 32.99 5.63
CNN_Y proposé 60.0% 30.19 8.43
CNN_RGB proposé 66.7% 38.62 36.49 2.13
CNN_Y_NL proposé 77.0% 36.55 2.07
CNN_RGB_NL proposé 79.0% 36.71 1.91

TABLEAU 2 – Performances sur les images codées en inter
Les Tableaux 1 et 2 présentent les résultats expérimentaux
obtenus en utilisant des images codées respectivement en
intra et en inter, en comparant la méthode CNN originale à
différentes configurations de simulation. Pour les résultats



sur image inter, l’erreur a directement frappé l’image inter
en question, et ne correspond pas à une propagation d’er-
reur survenue dans l’image intra précédente. Les meilleurs
résultats sont indiqués en gras.
La première ligne de chaque tableau, CNN_Y_G pré-
entraîné, utilise le modèle déjà entraîné de l’article [7], qui
applique le même score pour chaque patch de la compo-
sante Y de l’image (score global), et teste avec notre base
de données avec distorsions non uniformes. CNN_Y pro-
posé indique la solution proposée où on utilise un score
différent par patch de luminance et où nous ré-entraînons
et testons sur notre base de données (comme toutes les mé-
thodes proposées). Nous pouvons constater l’intérêt d’uti-
liser un score local par patch et de ré-entraîner sur la base
de données proposée puisque la précision passe de 46% à
93% sur les images intra et de 33% à 60% sur les images
inter. Nous croyons que ce score local permet de mieux ap-
prendre les caractéristiques des distorsions provenant d’er-
reurs de transmission. CNN_RGB proposé indique que les
images utilisées initialement au format YUV sont conver-
ties au format RGB pour l’entraînement et l’inférence. Une
méthode avec le suffixe _NL indique une configuration qui
applique notre méthode de normalisation locale améliorée
(Eq.(1)). Pour les images codées en intra, l’utilisation de la
normalisation locale permet d’obtenir une meilleure pré-
cision et une moins grande différence de qualité lorsque
le CNN utilise le canal Y. Cependant, aucune amélioration
n’est obtenue lorsque RGB est utilisé. Pour les images in-
ter, l’utilisation de la normalisation locale permet d’amé-
liorer significativement les performances tant pour Y que
pour RGB avec une précision qui passe de 60% à 77%
pour Y et de 68% à 79% pour RGB. Finalement, bien que
les performances soient similaires pour Y et RGB en intra,
l’usage de RGB performe mieux en inter. Nous croyons
qu’il a l’avantage de pouvoir identifier les distorsions de
couleurs. On note que la précision est beaucoup plus faible
pour les images inter que pour les intra. En effet, les erreurs
de transmission dans les images inter n’engendrent pas de
pertes aussi importantes de qualité que sur les images intra,
ce qui rend plus difficile l’apprentissage du modèle.
Nous pouvons voir l’intérêt du score local, du ré-
entraînement sur notre base de données et la normalisation
locale. Néanmoins, les performances ne sont pas optimales
et plusieurs travaux sont envisagés pour les améliorer. Par
exemple, on pourrait penser à modifier la taille des patchs
pour pouvoir détecter les discontinuités aux frontières des
CTUs HEVC, rendues visibles suite à la présence d’erreurs
de transmission. Aussi, nous pourrions adapter notre sys-
tème en opérant directement en YUV plutôt qu’en Y ou
RGB pour détecter les distorsions de couleur tout en évitant
des conversions supplémentaires. Les derniers résultats de
ces améliorations seront présentés lors de la conférence.

4 Conclusion
Nous avons développé une architecture d’évaluation de
la qualité d’image reposant sur un CNN existant, modi-

fié pour devenir sensible à des distorsions non uniformes,
rencontrées lors de transmission avec erreurs. Cette mé-
thode peut être utilisée pour extraire la meilleure recons-
truction d’une liste d’images candidates générées à l’issue
d’un processus de correction d’erreurs. Sur cette base, nous
présentons également un cadre de simulation pour simuler
le processus de génération d’images candidates, d’évalua-
tion de la qualité de l’image et de sélection de la meilleure
image. Notre architecture possède une précision de déci-
sion de plus de 98% lorsque l’erreur de transmission est
localisée dans une image intra et d’environ 80% en inter.
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